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あらまし 正 規言語の学習は,有 限オー トマトンの獲得と等価な問題である。ニューラルネットワークによる

正規言語の学習を行う場合,そ れが有限オー トマ トンの任意の状態遷移関数を実現できる必要がある.本 論文で

はまず,Gilesら 卜lの提案した相互結合型ニュ
ーラルネットワークが,受 理系の状態表現を局所的にすることで

任意の状態遷移関数を実現できることを示す。しかし,局 所的な状態表現を学習によって獲得することは現時点

では困難である.そ こで,任 意の論理関数が実現できる階層型高次結合ニューラルネットワークの出力を入力に

帰還させることで,ど のような状態表現が与えられても任意の状態遷移関数が実現できる再帰型高次結合ニュー

ラルネットワークを提案する。階層型高次結合ニューラルネットワークは最大次数までの高次結合を含むが,こ

れが任意の論理関数を実現できるためには最大次数の高次結合が必要十分であることを示す。また,再 帰型高次

結合ニューラルネットワークを対象としたこう配法による学習アルゴリズムを導出する.最 後に,い くつかの正

規言語を例題として実験を行い,本 モデルが Gilesらのモデルに対し学習成功率の点で勝っていることを示す。

キーワード 再 帰型ニューラルネットワーク,高 次結合ニューラルネットワーク,正 規言語,有 限オー トマトン

1. ま え が き

人間の知的機能の工学的応用を図ることを主眼とし

たいくつかの枠組みのうち,ニ ューロコンピューティ

ングについては,主 にパターン認識,信 号処理,制 御

などの,非 記号的情報処理を対象とした適用が試みら

れてきた 111。他方,ニ ュ
ーラルネットワークの学習

能力,汎 化能力に対する期待から,そ れを積極的に記

号処理に応用し,従 来の記号処理との融合を目指す方

法が提案されている[刻,I司。また,ニ ュ
ーラルネット

ワークを形式言語の受理系として位置づけ,ニ ューラ

ルネットワークの内部表現を受理系の状態ととらえる

ことでニューラルネットワークの原理的計算能力を明

らかにすると同時に,そ の能力を生かした学習を行う

試みが,近 年報告されている14]～Ю].

正規言語学習の問題は,未知の正規言語の正例と負
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例をもとにそれを認識する有限オートマトンを同定す

る問題である。学習の途中で,教 師が学習者に対し反

例を提示することを許すとき,こ の問題は請求データ

型問題と呼ばれ,そ うでないとき所与データ型問題と

呼ばれる[η.

請求データ型問題は,Angluin plにより多項式時

間で受理系を同定できるアルゴリズムが示されてい

る。更にGraine[9]は,こ のアルゴリズムをニューラ

ルネットワークで並列に実行することで,よ り少ない

計算時間で受理系が同定できることを示している。

所与データ型問題は,Gold[ηによりNP―困難な問

題であることが証明されている.Gilesら卜〕は,2次
の結合を含む相互結合型ニューラルネットワークを用

いて,こ う配法によりこの問題の近似解を求める方法

を提案しているが,い くつかの場合について有限オー

トマトンの獲得に失敗している。

本論文では,2次 以上の高次結合を含む新たなニュー

ラルネットワークを提案し,所 与データ型問題の近似

解をより高い成功率で求める方法を提案する。はじめ

にGilesらのニューラルネットワークの計算能力につ

いて考察する.Gilesら のニューラルネットワークに

おいて,学 習段階で単一の状態ユニットの出力により
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θρ θ夕οg χρ χttf び入カ
ユニットた から状態ユニットづへの2次 の結

合重みを υ"んで表すと,こ のニュ
ーラルネットワー

クの状態更新関係は,次 式のように定義される。

耳t+⇒=ΣΣ吻ルCのπP   ①
,=0 た=0

ο∫
t+1)=ノ
(耳
t+1))

ここで,珂
t+1)は
,状 態ユニットをの時刻 t+1に お

ける状態を表す。また,∫ はシグモイド関数で,次 の

ように定義される。

∫(")=
1+Crp(二≒キ2)

但 し,θ はしきい値を,7は シグモイド関数の傾 き

を決定する定数をそれぞれ表す。

2.2 2次 結合モデルの問題点

ニューラルネットワークの言語認識能力を明 らか

にするためには,認 識の対象 となる言語の受理系 と

ニューラルネットワークとの同型
J性を明らかにする必

要がある。本節では,任 意の有限オー トマ トンの状態

集合に対 し,Gilesら のモデルの状態集合のある部分

集合 との同型写像が存在することを示す。これにより,

Gilesらのモデルが任意の正規言語を認識できること

がわかる。

[補題 1]有 限オートマトンの状態集合をQ,入 力記

号をΣ,初 期状態を9。∈0,最 終状態をF∈ Qと

する。また,状 態遷移関数をδ:0× Σ=⇒ の とす

る。Gilesらのモデルの状態集合をσ =(0,1)nとす

る。任意の有限オートマトンν =(o,Σ,6,9。,F)に

対 し,Gilesらのモデルの状態集合のある部分集合 と

の同型写像が存在する。

(証明)式 (1)で,π=Ю I,m=IΣIとする。Giles

らのニューラルネットワークで,各 時亥」においてただ

一つの状態ユニットづのみが0∫ι)留1なる値を出力
し,それ以外の状態ユニットづ′十をは0∫チ)堅0な
る値を出力するものとすると,こ のニューラルネット

ワークはη個の状態を表すことができる。そこで,づ

番目の状態ユニットが 0∫
t)蟹
1な る値を出力すると

きにニューラルネットワークが状態 λ二にあるものと

定義する。この状態集合をA={λ。,λl,…・,入れ_1}と

定義すると,A⊂ α となる。

0と Aの間のある全単射写像をΨとする。Giles

らのニューラルネットワークの定義より,任 意の状態

2nd order weight
(l input unis

耽餞
〕ウbJ. C) state units

図 l  G i l e sらの用いたモデル

Fig l Giles et al's model

受理系の各々の状態を表すような状態表現が獲得でき

れば,2次 の結合重みにより任意の状態遷移関数を表

現できることを示す。しかし,ニ ューラルネットワー

クの学習の成功率を高めるためには, どのような状態

表現が獲得されても任意の状態遷移関数を実現できる

必要がある。そこで,文 献 110]で提案した階層型高次

結合ニューラルネットワークの出力を入力に帰還させ

ることで, どのような状態表現が与えられても任意の

状態遷移関数が実現できる再帰型高次結合ニューラル

ネットワークを提案する。階層型高次結合ニューラル

ネットワークに入出力関数としてしきい値関数を採用

した場合に,任 意の論理関数が実現できるためには最

大次数までの結合構造を含むことが必要かつ十分で

あることを示す。最後に, こう配法に基づく学習アル

ゴリズムを導出し,再 帰型高次結合ニューラルネット

ワークを用いることで学習の成功率を高められること

を計算機シミュレーションにより確認する。

2.従 来の研究の概要 と問題点

本章では,Gilesらのモデルの問題点を明らかにする。

2.l Gilesら の2次結合モデル

Gilesらは,正 規言語を対象とした学習を行うため

の再帰型ニューラルネットワークを提案したレ]。こ

れを,図 1に示す。m個 の入カユニットは入力記号の
一つ一つに対応する。各離散時刻における入力記号に

対応する入カユニットだけが1を出力し,他 の入カユ

ニットは0を 出力する。入カユニットた の時刻 tに お

ける出力をπr)で 表す。η個の状態ユニットの出力に

より,受 理系の状態を表す。状態ユニットをの時刻 ι

における出力は0∫
ι)で
表す。

状態の更新は,入 カユニットの出力 と状態ユニット

の出力の2次 の関係を計算することで進行する。図中,

小さい黒丸は2次 の結合を表す。状態ユニット」およ
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ニューロンと任意の入カニューロンから任意の状態

ニューロンに向かう2次の結合重みが存在する。従っ

て,時 刻 ιにおいて任意の状態λ,1に あるニュ
ーラル

ネットワークが任意の入力 "二を受けた場合に,時 刻

t+1に おいて任意の状態 λ,2へ遷移するように,2次

の結合重みυ′2'itを設定することができる。このこと

より,Ψ は同型写像となる。従って,任 意の有限オ
ー

トマ トン ν =(0,Σ ,δ,9。,F)に 対 し,Gilesら のモ

デルの状態集合のある部分集合との同型写像が存在す

る。

補題 1よ り,Gilesら のニューラルネットワークは,

局所的な状態表現を行う場合に任意の正規言語を認識

可能である。Gllesらのニューラルネットワークで正規

言語を学習するためには,局 所的な状態表現を獲得で

きる学習アルゴリズムを用いればよい。例えば,状 態

ユニット上で発火するユニットの数を一つに制限する

ような条件を学習の評価基準に含めた学習アルゴリズ

ムを用いることが考えられる。しかし,こ の場合,評

価関数は,す べての時刻について各状態ユニットの2

乗誤差を含む必要がある。この結果,評 価関数曲面が

複雑になり,必 要とする重みを探索することが困難に

なることが予想される。

そこで本論文では,ど のような状態表現が与えられ

てもそれに対応する状態遷移関数を実現できるような

ニューラルネットワークを提案する。これによって,

ニューラルネットワーク上での状態表現の自由度を高

め,学 習の成功率を改善する。

3.階 層型高次結合ニューラルネッ トワ
ーク

学習によってどのような状態表現が獲得されても,

任意の状態遷移関数を実現できるニューラルネット

ワークを考える。任意の論理的な関係を実現できる

ニューラルネットワークの出力を入力に帰還すること

で,任 意の状態遷移関数を実現できるニューラルネット

ワークを構成する。 こ のための準備として,本 章では

文献1lqで提案した高次結合ニューラルネットワーク

LHON(Layered Higher_Order Neural Network)に
°

の構造を概説 し,そ の写像能力を明らかにする。

3.1 階 層型高次結合ニューラルネッ トワークの

構造

図2に LHONの 構造を示す。LHONは 入力層 と出

力層からなる。入力層は,Ⅳ 個のユニットからなる

ものとする。入力層の各ユニットたは,πん∈{0,1}
なる値を出力層に出力する。吻た.た2~たιは'入 力層の

+ lstorderweight

- 2nd orderweight

● ●

● ●

output layer

:nputlaver

ツ′ο

W′οI

3rd order weight Wi otz

図2 階 層型高次結合ニューラルネットワーク LHON

Fig 2 Layered higher―order neural network LH()N.

た1,た2,…・,たIユ ニットから出力層の第 づユニットヘ

の ι次の結合を表す。但し,」は 1≦ J≦Ⅳ なる整数

とする。出力層の第 をユニットの状態 ム は次のよう

に定義される。

ム=Συ挑1"L
た1=0

N - l Ⅳ
- 1

+Σ Σ 飢れげれ"め+…
た1=0た 2=0

た1<た 2

Ⅳ
- l N - l    Ⅳ - 1        ・

十ΣΣ…Σ
た1=0た 2=0    た N=0

た1くた2<… くたN

υ二ん1た2…たN"た12た2・
…πたN       (4)

式 (4)で,た1<た 2<…
・<た Iは I次 の結合がすべて

の異なる ι個のユニットの組合せによって実現されて

いることを示す。出力層の第 Jユ ニットの出力 Otは ,

次のように定義される。

Ot=g(ム )           .        (5)

ここで gは ,出 力層のユニットウの入出力関数を表

す。例えば,式 (3)で定義した ノ,あ るいは次式のし

きい値関数 んなどを使うことができる。

(注1):文 献 [101では, HBPN(Higher_order Back PropagatiOn

Network)と いう名前で提案 したが,ニ ューラルネットワァクの構造

を表現するよりふさわしい名称として,以 後,こ の階層型高次結合ニユ
ー

ラルネットワークをLHONと 呼ぶことにする。

（
）
０
フ

・ ・

①
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ん(π)={: ::≧:
3.2 LHONの 論理関数実現能力

本節では,LHONに より任意の論理関数を実現する

ために,27v次までの結合構造をもつことが必要十分で

あることを示す。まず,十分性については,次のこと

がわかっている。[101

[補題2]し きい値関数んを入出力関数とするLHON

により,任 意め論理関数ξ:{0,1}Ⅳ⇒ {0,1}Ⅳを実

現するためには,N次 までの結合構造をもつことが十

分である。

必要性に関しては,次 の補題が成立する。証明は付

録に示す。

[補題 3]し きい値関数 んを入出力関数とするLHON

により,任 意の論理関数 ξ:{0,1}N→ {0,1}Nを 実

現するためには,結 合次数 Ⅳ の結合構造が必要で

ある。

補題 2, 3よ り,次 の定理を得る。

[定理 1]し きい値関数 れを入出力関数とするLHON

で任意の論理関数を実現するためには,LHONが 結合

次数 Nの 結合重みを備えることが必要十分である。

次章では,本 モデルに基づいて,LHONの 出力層か

ら入力層への再帰的な結合を導入した再帰型のニュー

ラルネットワークモデルを提案することにする。

4.再 帰型高次結合ニューラルネッ トワーク

本章では,状 態表現に依存せず任意の状態遷移関

数の組を実現できる再帰型高次結合ニューラルネット

ワークの構造を概説する。また,状 態遷移関数を実現

するために十分な重みの結合次数を明らかにする。

4。1 再 帰型高次結合ニューラルネットワークモ

デル

本節では,図 3に示すような再帰型高次結合ニューラ

ルネットワークを提案し,RHON(Recurrent Higher―

Order Neural Network)と名づける。η 個の入カユ

ニヅトは入力記号の一つ一つに対応する。各離散時刻

tにおける第た入カユニットの出力をπr)とする。各
時刻の入力記号に対応する入カユニットだけが 1を出

力し,他 の入カユニットは0を出力する。2個 の状態
ユニットの出力により,受 理系の状態を表す。ここで,

状態の表現の仕方に制約はなく,分 散的あるいは局所

的表現のいずれの表現方法も利用できるものとする。

各離散時刻 ιにおける第 t状態ユニットの出力を 0∫
t)

902

図 3 再 帰型高次結合ニューラルネシ トワーク RHON

Fig 3 Recurrent higher― order neural network

RHON

とする。

状態の更新は,入 カユニットの出力と状態ユニット

の出力の η+1次 までの関係を計算することで進行す

る。2≦ p≦ η+1と し,状 態ユニットブ1,ブ2,…・,ブP-1

と入カユニットたから状態ユニットをへの p次 の結合

を レレ1,1,2'p-1たと表す。図中の小さい黒丸は高次の

結合構造を表すものとする。但し, 2次 , 3次 といっ

た異なる次数の結合構造が同様の黒丸で示してある。

このニューラルネットワークの状態ユニットをの時亥」

ι+1に おける状態 耳
t+1)を
次のように定義する。

(6)

2nd order

Wooo

3rd order welght

woo, o

○

○

／
Ⅷ

／
　
　
　
　
４ｔ

state units
″イ

［ず
″
脚

I`t+1)=
［
Σ

］

［
Σ

］

υりlCPτP

Σ ttjlゴ2だ∫P°∫rCV)
た‐0

Σ

J2=0
ゴ1くJ2

十 …

十 Σ Σ  …  Σ  Σ
Jl=0  ゴ2=O           Jη =0  た =0

′1<′2 く '71

υ可■2■ηたC」PCr●イ.1・P o

時刻 ι+1に おける状態ユニット

次のように定義する。

ο∫
t+1)=g(耳t+1))

t  afrh o[ '*D t,

ここで gは状態ユニットをの入出力関数を表す。例え

ば,式 (3)で定義した ノ,あ るいは式(6)で定義した

んなどを使うことができる。

RHONを 用いて以下のように正規言語の認識を行

( 8 )

ο′ο夕(27
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う。まず,状 態ユニットの初期出力を,次 のように設

定する。

οl°
)=1                    (9)

o_lo' : o (プ=1,2,…・,η-1)  (10)

RHONは ,各 離散時刻に入力記号を与えられ,式 (7),

(8)に従って状態遷移を繰 り返す。状態ユニット0の

最終出力 0」 を,文 字列の判定を行うビットとし,

0」璧 1の ときには与えられた文字列が正規言語に属

し,そ れ以外は正規言語に属さないものとする。

4.2 RHONの 状態遷移関数実現能力
.LHONが

任意の論理関数 {0,1}Ⅳ→ {0,1}Ⅳ を実

現できれば,RHONは どのような状態表現において

も任意の状態遷移関数を実現できる。定理 1よ り,次

の定理が成立する。

[定理 2]入 出力関数としてしきい値関数 んを採用し

たRHONが ,状 態表現に依存せず任意の状態遷移関

数を実現するためには,RHONが 結合次数 π+1の

結合重みを備えることが十分である。

5。 RHONの 学習アルゴ リズム

入出力関数 gが 微分可能な場合について,こ う配法

を用いたRHONの 学習アルゴリズムを導出する。学

習の評価関数を,状 態ユニット0の 最終出力 0ご と正

解 角 との2乗誤差によって次のように定義する。

EO=:(70-0」)2 (11)

κ 回学習を行ったときの結合事みをυ新)2 ブ̈P-1ん
で

表し,学 習による結合重みの変化分を△吻ゴ.,2~′P-1た
で表す と,X+1回 学習を行った ときの結合重

みυ新丸l)プP_1たは次のように表される。但し,p=
1 , 2 ,―・,電+1と する。

υ∫I対)プp-1ん
=可五)2J2-1た十△υlJl」2~ゴp-1た(12)

αを任意の正の実数とし,△ 喝ブ1,2~」2-1んを次のよう

に定義する.

Awt j r j r ' . . jo - rk  :  -o t ∂E。

}an i , i r . . .  jo - rn

とな乙 式国 の高弓flt= |は
MOか ら硼

的に各離散時刻ごとの 0∫
t)の
微分を計算することで,

最終的に求めることができる。 τ瓦デ好尋「丁
ぼ次の

ように表される。但し,gは 微分可能であるとする。

赫
=貞f→ X

Σ Σ  ηηん鵡
η21=0   ん =0

. _ 1     7 1 - l    m - 1

+駆
°島2忍
吻ηlπ2ん鵡 鍬Iつfr―⇒

n - 1

+ \ -' l J

- 1 = o

n - 1

\-
ZJ

t u 2 = o
n] .<n2

吻qゅρ町つ赫 ■→

+διi O繊「
1)0縄
,1)…ο縄メIfit~1)

+Σ  Σ   …
‐ 1=O  m2=O mlく れ 2く  く れ P-1

Σl菖%r mp―Ⅲ鎌事缶
鍬I⇒…ο縄メI・庁

~⇒

十  ・                                ′

+Σ  Σ   …   Σ  Σ
nl=O m2=O  mlくm2く く■‐  m・

=°  ん=°

η町……´|→
i鵡 l は つ

学習では,… =0と し,例 題の提示と並

行して ぁ可i事≒耳Tの
計算を実行するものとする。

［
いＬ
胸

( 1 3 )

式 (1 1 ) , ( 1 3 )より,

△υt'1'2…′2-1た
= ∝η一■5石I=ff:ち丁ITT( 1 4 )
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6。 RHONと Gllesら のモデルの学習成功

率の比較

本章では,RHONと Gilesらのモデルを対象として,

同じこう配法による学習アルゴリズムで比較実験を

行った。正規文法の
一種である富田文法により生成さ

れる言語の学習実験を行った。この問題は,富 田 11lI

によって提案され,Giles卜]のモデルの能力の検証に

用いられた問題である。富田文法には,次 の七つの種

類がある。

第 1文法 1*

第 2文法 (10)*

第 3文法 奇 数個の1の後に奇数個のOが存在しない

文字列集合

第 4文法 二 つ以上0が継続しない文字列集合

第 5文法 奇 数個の(01)あるいは(10)からなる偶数

個の文字列集合

第 6文法 1の 数と0の数の差が3の倍数になる文字

列集合

第 7文法 0ネ1■0*1*

6.1 学 習成功率と収束性

6.1.1 実 験の方法と結果

本実験では,状 態ユニット数 η=3,入 カユニット数

π =2か らなる,4次 までの結合構造をもつRHON

を用いた。二うの入カユニ,卜 は,そ れぞれアルファ

ベット0,1を 局所的に表すものとし,各 時刻で提示

されるアルファベットに相当するユニットだけが1を

出力するものとする。また,状 態ユニット数 η=3,

入カユニット数m=2か らなるGilesらのモデルを比

較に用いた.

富田第 1文法から第 5文法までの五つの文法を対象

とした学習を行った。それぞれの文法に対し長さ1か

ら3までのすべての正例および負例,計 14通 りの文字

列をもとに実験を行った。(0,1)のランダムな初期結

合重みを設定し,14通 りの文字列を順にニューラル

ネットワークに提示した。すべての文字列を1回 ずつ

提示した段階で重みを更新した。重み更新回数の上限

を1,000回とし,こ の間にすべての正例および負例に

ついての平均2乗誤差が0.01以下になった場合は学習

が成功,そ うでない場合は失敗したものとした。重み

の初期値を変えてloo回の学習を行ったうち,学 習が

成功した回数を表1に示す。また,学 習が成功した各

文法について,学 習の成功に要した重みの更新回数の

平均を表2に示す。
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表 l RHONと Gllesらのモデルで 100通 りの異 なった初

期値か ら学習 を行い学習が成功 した事例の数

Table l The numbers of success learning after 100

difFerent initial weights in RHON and Giles

et al's model

Gilesら のモデル

第 1文法

第 2文法

第3文法

第4文法

第5文法

15

0

0

5 7

0

表 2 学 習が完了するまでの重みの平均更新回数

Table 2 Average iteration numbers required

learning      ′

Gilesらのモデル

第 1文法

第2文法

第3文法

第4文法

第5文法

905.5

8496

6.1.2 結 果の考察

RHONの 場合は,す べての文法で収東条件を満た

す重みを発見することができた。しかし,Gilesら の

モデルの場合は,第 1文法,第 4文 法以外は,収 束条

件を満たす重みを発見することができなかった。これ

らの結果より,RHONが 学習の成功率の点で,Giles

らのモデルに対し勝っている。 こ れは,RHONが 状態

表現の方法に依存せず必要とされる有限オー トマ トン

を実現できることから,同 型なニューラルネットワー

クを実現する重みの組がより多 く存在し,Gilesら の

モデルに比較して解の探索が容易になったことによる

と考えられる.ま た,重 みの平均更新回数 も,い ずれ

の文法の場合もRHONが より少ない値を示している。

これは,RHONを 構成する結合重みの数が Gilesらの

モデルに比べてより多いことにより,同 じ状態遷移を

より少ない重み更新回数で実現できたことによると考

えられる。             .

6.2 汎 化 能 力

6。2.1 実 験の方法 と結果

学習に用いた正規言語から例題よりも長い文字列を

取 り出して,ニ ューラルネットワークに提示してその

文字列の所属を正確 に判定できるかどうかを観察す

ることにより,ニ ューラルネットワークの汎化能力を

計ることができる。そこで本実験では,前 節の実験で

RHONお よびGilesらのモデルの双方で学習が成功し

2547

777.6

8745

989

4278
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Gilesら のモデル

表 3 未 学習の例題 に関す る平均 2乗 誤差の平均値

Table 3 Averages of average squared error for un―

known examples

た第 1文法 と第 4文 法の結果を用い,例 題よりも長い

文字列を提示して汎化能力の検証を行った。学習が完

了したすべてのニューラルネットワークに,長 さ4お

よび5の 正例および負例,計 48通 りの文字列 を入力

し,判 定結果 と正解の全例題に関する平均 2乗誤差の

平均値を求めた。その結果を表 3に示す。

6.2.2 結 果の考察

RHONと Gilesらのモデルの双方で,第 1文法 と第

4文 法の平均 2乗誤差の平均値は前節の実験で学習の

成功基準 とした 0.01よ りも大きな値 となっている。

従つて,双 方ともすべての例題について正確な判定結

果が得られているわけではない。学習により獲得され

る受理系は,双 方のモデルにおいて低い汎化能力をも

つにとどまっていると言える。しかし,二 つの文法と

もRHONの 平均 2乗誤差の平均値はGilesらのモデル

より低い値を示しており,今 後,状 態遷移の繰返しに

よる状態表現のずれを少なくすることなどにより汎化

能力を増すことができると考えられる。

7.む  す  び

Gilesらにより提案されたモデルの計算能力につい

て理論的に考察し,学 習により局所的な状態表現が獲

得されれば,任 意の状態遷移関数が実現できることを

示した。局所的な状態表現を学習により獲得すること

は困難であることから,ど のような状態表現を用いて

も,任 意の状態遷移関数を実現できる再帰型高次結合

ニューラルネットワークRHONを 提案 した。 し きい

値関数を入出力関数 として採用す るLHONで ,任 意

の論理関数を実現できるためには,最 大次数まで用い

ることが必要十分であることを示した。また,計 算機

シミュレーションにより,高 次結合化に伴って生じる

学習の成功率,汎 化能力の変化について検討し,両 者

についてGilesらのモデルに対するRHONの 優位性を

示した。

本論文で導出した学習アルゴリズムで学習を行う場

合,入 出力関数は微分可能である必要がある。今後,

シグモイド関数などを入出力関数に用いた場合に,任

意の論理関数を実現するために必要となる結合の最大

次数を明らかにする必要がある。また,RHONが 任意

の状態遷移関数を実現できるために必要な結合次数の

最大値を明らかにする必要がある。この学習アルゴリ

ズムでは,状 態遷移関数を実現するような結合重みが

発見できない場合が存在する。この問題を解決した学

習アルゴリズムを開発する必要がある。特に,RHON

により実現できる受理系のクラスが,学 習アルゴリズ

ムにより実際に構成できるニューラルネットワークの

クラスに含まれるための条件について検討する必要が

ある。本論文で学習の対象とした言語のクラスは正規

言語である。今後,よ り上位の言語についても検討を

行い,各 言語に適したネットワーク構造を明らかにす

る必要がある。
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付   録

Ⅳ ビットパリティ問題が,Ⅳ 次までの結合構造を

用いなければ実現不可能な関数であることを示すこと

によって,補 題 3を証明する。

LHONの 入出力関数 gと して,式 (6)で定義した

しきい値関数 んを用いた場合について考える。添字

の集合をΩ={0,1,…・Ⅳ-1}とする。Ωの部分集
合 を 島 (0≦ r≦ 2N-1)で 表 し,Ω のべき集合を

ρ(Ω)={Po,Pl,¨ "P2N-1)で 表す。131で ,集 合 昇

の濃度を表す。

式 (4),(5)の関係より,出 力層の各ユニットからみ

た各重みはすべて独立であり,出 力層のあるユニット

に向かう重みの変更が出力層の他のユニットの出力

に影響を与えることはない。よって,出 力層のあるユ

ニットの入出力関係のみを考えれば十分である。そこ

で,あ る出カユニットJの 状態を r,出 力を 0と す

る。鳥 の要素を若い順に並べた整数の並びを κ で表

すと,す べての重みは吻K(0≦ づ≦Ⅳ -1)の 形で表

現することができる。そこで,表 記の簡略化のために

本節では高次の重みを添字の集合を用いて表すことに

し,重 み鶴Kを ωrで 表す.こ こで,3は p(Ω)の

要素であることから,0≦ r≦ 2Ⅳ-1で ある。ωrの

次数を,対 応する重み %Kの 次数によって定義する。

このとき,式 (4),(5)は次のように表される。

f= ヽΓ ωr Hπた
Pr∈ ρ(Ω)  た ∈Pr

O =ん ( I )

( A 0 1 )

( A・2 )

入カパターンχ∈{1,0}Nの第 を要素を,Xtと す

る。Xに 対し,Xt=1と なる要素の数をχ の次数

と呼び lχlで表す。すると,入 カパターンχ に対し

て,Xt三 1と なるすべてのをの集合に一意に対応す

る鳥 が存在する。このとき,Xの 次数は 1鼻|と
一

致する。

式(A・1),(A・2)から明らかなように,0≦ r≦
2ギ,1な るすべてのrについて,ωrは lχl<1鳥|

|なる入力が与えられても式(A・1)のΠにP7.πたの
項が 0と なるために,出 力には全 く寄与 しない。そこ

で,す べての 鳥 に1対 1に対応する被覆関数 νlχ )
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を次式のように定義する。

4(X)=ΠZん
たc Pr

(A・3)

被覆関数 νKχ )は ,3が 入力 Xの うち1を与える

ユニットの添字の集合の部分集合になっているときに

のみ値 1を とり,そ れ以外の入力に対しては0を出力

する。この被覆関数に対応するωrの 次数を被覆関数

の次数と呼ぶ。

Ⅳ ビット奇数パ リティを実現する Ⅳ 入力 1出 力

関数を ΨP(χ)で 表す。背理法で証明を行うために,

ΨP(χ)が 以下のように表現できかつ ω2N l=0で

あると仮定する。すなわち,Ⅳ -1次 までの結合構造

でΨP(X)が 実現可能であると仮定する。

ΨPIXl=ん(ネ蚤。卜
・
ル』)lA・
41

群不変定理 [1刻より,ωァの値は被覆関数の次数の

みによって一意に定まる.式 (A・4)を被覆関数を用い

て表現し,同 じ次数の被覆関数を共通の重み ωァでく

くると以下のように表すことができる。

嘲=ん∈∈鳳|。時・品1鶉→
( A・5 )

式(A・5)で,1烏 |=1鳥 |となるすべての被覆関数

νズχ)の総和をとる場合,1鳥 |>lχ lとなる入力
パターンに対しては明らかにΣ I乃=IPrl MIX)=0

となる。1鳥|≦ lχlとなる入カパターンに対しては

ΣI乃=I P7・|』る(χ)=χ l CIみ|となる。但し,x101み |
は以下のように定義される組合せを表す。

凶 q引 =

従って,式 (A05)は 次のように表すこ

ωr lχ l

Q(lχl)を,次 のように定義する。

Q(IXI)= ω71χ OIPrl (A08)

Pr∈ ρ(Ω),IPTI<N

Q ( lχl)は,lχlに関する Ⅳ -1次 以下の多項式と

／

′

‐

ヽ

＼

ん
〓ＸＰΨ

Pr∈ ρ(Ω)Pr<Ⅳ
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なる。

ここで,ly(1)|=を とな る入カパ ター ン列

y(0),y(1),….,y(N)を 考える。奇数パリティの性質

より, この各入カパターンに対し,ly(1)|が奇数のと

きだけ,ん(Q(y(t)|))=1と なることが必要である

から,

:iが偶数

:iが奇数
(A・9)

となる。すると,ly(1) |が0か ら Ⅳ まで増加する間

に,光務拌はⅣ回符合を変えることになる。これは,
Q(IXI)がⅣ-1次 以下の多項式であることに矛盾す

る。 よつて,ω2N-1+0で ある。従って,LHONに

よって{0,1}Ⅳ→ {0,1}Ⅳなる任意の論理関数を実現

するためには,Ⅳ 次の結合構造が必要となる。 □
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