
χϡーϥルネットワークϞσルにおける

加଎のޮ果と学習率に制限を加えた適Ԡ的な学習アルゴリズム

Ԭ෦ॣ，෬໦஧ٛ

1 ͸͡めʹ

ۙ೥，機ց学習のٕज़がஶしいൃୡを਱͛ている．機ց学習はਓؒが行う学習能ྗとಉ౳の機能を
ίンピϡーλ಺で実現しようとするٕज़であり，そのൃୡのഎܠにはਂ૚χϡーϥルネットワークϞ
σルの੒ޭが大き͘Өڹしている．෺ମのೝࣝ率をڝう ILSVRC2012では，ਂ૚χϡーϥルネット
ワークϞσルがଞのネットワークϞσルをはるかに্回るߴ精度機能を実現した．その後，ը૾ೝ
ࣝにとͲまら༷ͣʑな෼໺でਂ૚χϡーϥルネットワークϞσルによってߴい性能が得られることが
ใࠂされている．実ࡍにਂ૚χϡーϥルネットワークϞσルがར用される৔໘としては，ࣗ動ंのࣗ
動ӡసγεςム，ཱࠃがΜڀݚηンλーによるңがΜྖҬの検ग़，Ի੠ೝࣝ機能の Siri，ғޟのੈք
トッϓクϥεの࢜عにউརしたғޟιϑト AlphaGo[9]なͲが͛ڍられる．
ਂ૚χϡーϥルネットワークϞσルの༗用性は͘޿ೝ஌されるようになっているが，大ن໛なネッ
トワークを用いるためその学習に大きな࣌ؒがඞ要になることが課題のҰつとして存ࡏする．ਂ૚
χϡーϥルネットワークϞσルの学習アルゴリズムとしては，֬率的ޯ഑߱Լ法，Ϟーϝンλム法，
AdamなͲがよ͘ར用されている．Adam [4]は適Ԡ的な学習率を用いたアルゴリズムであり，όΠア
εิਖ਼を行った 1࣍Ϟーϝントと 2࣍Ϟーϝントのਪ定値をར用している．Adamに Nesterovの加଎
[7]のޮ果を加えた Nadam [1]やクリッピングのޮ果を加えた AdaBound [5]なͲ，Adamにはい͘つ
かの೿ੜアルゴリズムが存ࡏする．Adamでは適Ԡ的な学習率を用いているため，学習率がۃ୺な値
をとることがありそれによって性能の௿Լがىこりえる．AdaBoundでは学習率に্限とԼ限をઃけ
ることで学習をεムーズにしている．本ڀݚでは，AdaBoundに Nesterovの加଎のޮ果を加えた学習
アルゴリズムを提案しその性能をධՁする．
本論文のߏ੒はҎԼのとおりである．ୈ 2અでは，提案アルゴリズムを示し，Adam [4]やAdaBound

[5]とಉ༷のઃ定で凸最適化問題における性能をධՁする．ୈ 3અでは，実σーλを用いて提案アル
ゴリズムのը૾ೝࣝにおける精度をධՁする．ୈ 4અではまとめを行う．

2 ఏҊΞϧΰϦζϜ

本論文で提案する手法はAdaBound[5]にNesterovの加଎ޯ഑߱Լ法 [7]のアΠσアを૊Έ߹Θせた
適Ԡ的学習アルゴリズムとなっている．まͣ提案手法のϕーεとなる AdaBoundを Algorithm1にه
す．Algorithm1において，Et は大きさ Mのϛχόッνにおけるޡ差関数をදす．また，x� yはϕク
トル xとϕクトル yの੒෼͝とのੵをとることで得られるϕクトルをࢦし，Clip(x, a, b)はϕクトル
xの֤੒෼を [a, b]಺の値にする関数で (つまり，xの֤੒෼が bҎ্の৔߹は bに aҎԼの৔߹は a
にする関数)，

∏
F ,Q x = argmin

y∈F
(x − y)TQ(x − y)としている．

提案手法である NadaBoundを Algorithm2にهす．
Algorithm 2は Nadam [1]に AdaBoundとಉ༷に学習率にクリッピング手法による動的制限を加え
ている．また 0 ≤ µ < 1，0 ≤ ν < 1，0 ≤ µt < 1とԾ定し，εは͘͝小さい定数を用いるようにとる．
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Algorithm 1 AdaBound(ϛχόッν学習)

Require: の初期化ࠁ࣌ : t = 1，学習率ɿα，࣌ࠁ 1でのύϥϝーλɿw1，ޡ差෼の定数ɿε
Require: ਰ率ɿβ1,tおよͼβ2，Ұ࣍とೋ࣍のϞーϝントの変数を初期化ɿm0ݮ数ࢦ = 0, v0 = 0
Require: 学習率を制限するԼքの関数ηl,্քの関数ηu

1: whileऴྃ৚݅をຬたさない do
2: ߹࿅σーλのू܇ {(x(1), y(1)), (x(2), y(2)), · · · , (x(N), y(N))}から Mݸのσーλをϥンμムにநग़し
てϛχόッνを࡞੒する

3: ޯ഑のਪ定値を計算するɿgt ← ∇Et(wt)
4: όΠアε෇きのҰ࣍Ϟーϝントのਪ定を計算するɿmt ← β1,tmt−1 + (1 − β1,t)gt

5: όΠアε෇きのೋ࣍Ϟーϝントのਪ定を計算するɿvt ← β2vt−1 + (1 − β2)gt � gt

6: ೋ࣍Ϟーϝントをର֯行ྻに変׵するɿVt = diag (vt)
7: 学習率の動的な制限を༩えるɿ̂ηt = Clip(α/(

√
Vt + ε), ηl(t), ηu(t))

8: ηt = η̂t/
√

t
9: 新を適用するɿwt+1ߋ ←

∏
F ,diag(η−1

t )(wt − ηt �mt)
10: t ← t + 1
11: end while

ิ୊ 1. ([6]) Q ∈ Sd
+ , F ⊂ Rdを凸ू߹とする．ここで，Sd

+はਖ਼定値行ྻのू߹である．z1, z2 ∈ Rd

にରして，u1 = arg min
x∈F

‖Q1/2(x − z1)‖ ,u2 = arg min
x∈F

‖Q1/2(x − z2)‖とする．このとき，࣍ࣜが੒りཱつ．

‖Q1/2(u1 − u2)‖ ≤ ‖Q1/2(z1 − z2)‖.

ิ୊ 2. 関数 E : Rd → Rはඍ෼Մ能な凸関数であるとԾ定する．このとき，೚ҙの x, y ∈ Rd におい
て࣍のෆ౳ࣜが੒りཱつ．

E(y) ≥ E(x) + 〈∇E(x), y − x〉.

ఆཧ 3. Algorithm2において，1 > µ1 ≥ µ2 ≥ · · · ≥ µT ≥ 0，ηl(T ) ≥ · · · ≥ ηl(2) ≥ ηl(1) = L > 0,
ηu(T ) ≤ · · · ≤ ηu(2) ≤ ηu(1) = R < ∞とし，F ⊂ Rdはดかつ凸なू߹とする．೚ҙのw, x ∈ F におい
て ‖w − x‖∞ ≤ D∞，また೚ҙの w ∈ F，t ∈ {1, 2, . . . , T }において ‖gt‖ ≤ G2 であり，関数 Et(w)はඍ
෼Մ能な凸関数とする．ここで，v∗ = arg min

w

∑T
t=1 Et(w)，RT =

∑T
t=1(Et(wt) − Et(v∗))とするとき，࣍

ࣜが੒りཱつ．

RT ≤
D2
∞d

2L
+

D2
∞

2(1 − µ1)

T∑
t=2

d∑
i=1

(η−1
t,i − η−1

t−1,i) +
RG2

2

√
d

2

T∑
t=1

1 − µt√
t(1 −∏t

k=1 µk)2

+ RG2
2

√
d

T∑
t=1

µt+1√
t(1 −∏t

k=1 µk)(1 −∏t+1
k=1 µk)

+
RG2

2

√
d

2

T∑
t=1

µ2
t+1 + µt+1√

t(1 − µt)(1 −
∏t+1

k=1 µk)2

+
D2
∞d

2(1 − µ1)L

T∑
t=1

µt+1
√

t +
D2
∞d

2(1 − µ1)L

T∑
t=1

µt
√

t.
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Algorithm 2 NadaBound(ϛχόッν学習)

Require: の初期化ɿtࠁ࣌ = 1,学習率ɿα,ޡ差෼の定数ɿε,Ґஔύϥϝーλɿwt

Require: Ϟーϝンλムɿµt,ࢦ数ݮਰ率ɿµとν，Ұ࣍とೋ࣍のϞーϝントの初期化ɿm0 = 0, v0 = 0
Require: 学習率を制限するԼքの関数ηl,্քの関数ηu, η0,i = ηu(1)

1: whileऴྃ৚݅をຬたさない do
2: ߹࿅σーλのू܇ {(x(1), y(1)), (x(2), y(2)), · · · , (x(N), y(N))}から Mݸのσーλをϥンμムにநग़し
てϛχόッνを࡞੒する

3: ޯ഑のਪ定値を計算するɿgt ← ∇Et(wt)
4: ޯ഑のਪ定にิਖ਼を行うɿ̂gt ← gt

1−∏t
k=1 µk

5: Ұ࣍Ϟーϝントのਪ定を計算するɿmt ← µmt−1 + (1 − µ)gt

6: ೋ࣍Ϟーϝントのਪ定を計算するɿvt ← νvt−1 + (1 − ν)gt � gt

7: Ұ࣍Ϟーϝントのਪ定にิਖ਼を行うɿm̂t ← mt

1−∏t+1
k=1 µk

8: ೋ࣍Ϟーϝントのਪ定にิਖ਼を行うɿ̂vt ← vt
1−νt

9: 加଎のޮ果を༩えるɿm̄t ← (1 − µt)ĝt + µt+1m̂t

10: 学習率の動的な制限を༩えるɿ̂ηt ← Clip(α/(
√

v̂t + ε), ηl(t), ηu(t))
11: 学習率のより小さい値をબ୒してߋ新するɿηt ← (η̂t/

√
t) ∧ ηt−1

12: 新を適用するɿwt+1ߋ ←
∏
F ,diag(η−1

t )(wt − ηt � m̄t)
13: t ← t + 1
14: end while

ূ໌. まͣ F はดかつ凸なू߹なので，v∗は存ࡏする．

wt+1 =
∏

F ,diag(η−1
t )

(wt − ηt � m̄t)

= arg min
w∈F

(w − (wt − ηt � m̄t))diag(η−1
t )(w − (wt − ηt � m̄t))

= arg min
w∈F

{η−1/2
t � (w − (wt − ηt � m̄t))}T{η−1/2

t � (w − (wt − ηt � m̄t))}

= arg min
w∈F

‖η−1/2
t � (w − (wt − ηt � m̄t))‖. (1)

ิ題 1に ut = wt+1，u2 = v∗とすることで࣍のようにදせる．

‖η−1/2
t � (wt+1 − v∗)‖2 ≤ ‖η−1/2

t � (wt − ηt � m̄t − v∗)‖2

= ‖η−1/2
t � (wt − v∗)‖2 + ‖η1/2

t � m̄t‖2 − 2〈µt+1m̂t + (1 − µt)ĝt,wt − v∗〉. (2)

これより，

〈ĝt,wt − v∗〉 ≤ 1
2(1 − µt)

{
‖η−1/2

t � (wt − v∗)‖2 − ‖η−1/2
t � (wt+1 − v∗)‖2

}

+
1

2(1 − µt)
‖η1/2

t � m̄t‖2 −
µt+1

1 − µt
〈m̂t,wt − v∗〉

≤ 1
2(1 − µt)

{
‖η−1/2

t � (wt − v∗)‖2 − ‖η−1/2
t � (wt+1 − v∗)‖2

}

+
1

2(1 − µt)
‖η1/2

t � m̄t‖2 +
µt+1

2(1 − µt)
‖η1/2

t � m̂t‖2 +
µt+1

2(1 − µt)
‖η−1/2

t � (wt − v∗)‖2 (3)
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となる．最後のෆ౳߸はӈลୈ 4߲にϠングのෆ౳ࣜを用いた．そして，

T∑
t=1

(Et(wt) − Et(v∗)) ≤
T∑

t=1

〈gt,wt − v∗〉

=

T∑
t=1

〈
(
1 −

t∏
k=1

µk
)
ĝt,wt − v∗〉

≤
T∑

t=1

[
1

2(1 − µt)

{
‖η−1/2

t � (wt − v∗)‖2 − ‖η−1/2
t � (wt+1 − v∗)‖2

}
+

1
2(1 − µt)

‖η1/2
t � m̄t‖2

+
µt+1

2(1 − µt)
‖η1/2

t � m̂t‖2 +
µt+1

2(1 − µt)
‖η−1/2

t � (wt − v∗)‖2 +
∏t

k=1 µk

2(1 − µt)
‖η−1/2

t � (wt+1 − v∗)‖2
]

(4)

となる．まͣࣜʢ4ʣのӈลୈ 1߲をධՁする．ηt の定ٛとؼೲ法を用いることで L ≤
√

t‖ηt‖∞ ≤ R
となる．また 0 ≤ µt ≤ µ1 < 1と η−1

t,i ≥ η−1
t−1,iに஫ҙして変ܗを行うと，

T∑
t=1

1
2(1 − µt)

{
‖η−1/2

t � (wt − v∗)‖2 − ‖η−1/2
t � (wt+1 − v∗)‖2

}

=
1 − µ1

2(1 − µ1)
‖η−1/2

1 � (w1 − v∗)‖2 +
T∑

t=2

{ 1
2(1 − µt)

‖η−1/2
t � (wt − v∗)‖2 − 1

2(1 − µt−1)
‖η−1/2

t−1 � (wt − v∗)‖2
}

− 1
2(1 − µT )

‖η−1/2
T � (wT+1 − v∗)‖2

≤ 1
2
‖η−1/2

1 � (w1 − v∗)‖2 +
T∑

t=2

{ 1
2(1 − µt)

‖η−1/2
t � (wt − v∗)‖2 − 1

2(1 − µt−1)
‖η−1/2

t−1 � (wt − v∗)‖2
}

≤ 1
2
‖η−1/2

1 � (w1 − v∗)‖2 +
T∑

t=2

{ 1
2(1 − µt)

‖η−1/2
t � (wt − v∗)‖2 − 1

2(1 − µt)
‖η−1/2

t−1 � (wt − v∗)‖2
}

≤ 1
2
‖η−1/2

1 � (w1 − v∗)‖2 +
T∑

t=2

1
2(1 − µt)

{
‖η−1/2

t � (wt − v∗)‖2 − ‖η−1/2
t−1 � (wt − v∗)‖2

}

≤ 1
2

d∑
i=1

η−1
1,i (w1,i − v∗i )2 +

T∑
t=2

d∑
i=1

1
2(1 − µt)

(η−1
t,i − η−1

t−1,i)(wt,i − v∗i )2

≤ D2
∞d

2L
+

D2
∞

2(1 − µ1)

T∑
t=2

d∑
i=1

(η−1
t,i − η−1

t−1,i) (5)

とදせる．࣍にࣜ (4)のӈลୈ 4߲をධՁする．

T∑
t=1

µt+1

2(1 − µt)
‖η−1/2

t � (wt − v∗)‖2 =
T∑

t=1

d∑
i=1

µt+1

2(1 − µt)
η−1

t,i (wt,i − v∗i )2

≤ D2
∞d

2(1 − µ1)L

T∑
t=1

µt+1
√

t. (6)
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࣍にࣜʢ4ʣのӈลୈ 2߲をධՁする．

T∑
t=1

1
2(1 − µt)

‖η1/2
t � m̄t‖2 =

T∑
t=1

1
2(1 − µt)

‖η1/2
t � {(1 − µt)ĝt + µt+1m̂t}‖2

=

T∑
t=1

1
2(1 − µt)

‖(1 − µt)(η
1/2
t � ĝt) + µt+1(η1/2

t � m̂t)‖2

=

T∑
t=1

1
2(1 − µt)

{
(1 − µt)2‖η1/2

t � ĝt‖2 + 2(1 − µt)µt+1〈η1/2
t � ĝt, η

1/2
t � m̂t〉

+ µ2
t+1‖η

1/2
t � m̂t‖2

}

=

T∑
t=1

1 − µt

2
‖η1/2

t � ĝt‖2 +
T∑

t=1

µt+1〈ηt, ĝt � m̂t〉

+

T∑
t=1

µ2
t+1

2(1 − µt)
‖η1/2

t � m̂t‖2. (7)

ࣜ (7)と，ࣜ (4)のӈลୈ 3߲をまとめて，

T∑
t=1

{ 1
2(1 − µt)

‖η1/2
t � m̄t‖2 +

µt+1

2(1 − µt)
‖η1/2

t � m̂t‖2
}

≤
T∑

t=1

1 − µt

2
‖η1/2

t � ĝt‖2 +
T∑

t=1

µt+1‖ηt‖ · ‖ĝt � m̂t‖

+

T∑
t=1

µ2
t+1 + µt+1

2(1 − µt)
‖η1/2

t � m̂t‖2. (8)

ここでԾ定と，‖mt‖ = ‖β1tmt−1 + (1 − β1t)gt‖ ≤ β1t‖mt−1‖ + (1 − β1t)‖gt‖よりؼೲ法を用いると，t ∈
{1, 2, . . . , T }において ‖mt‖ ≤ G2が੒りཱつことがΘかる．実ࡍに t = 1のとき，

‖m1‖ ≤ β1‖m0‖ + (1 − β1)‖g1‖ = ‖g1‖ ≤ G2 (9)

となる．t = nのとき ‖mn‖ ≤ G2が੒りཱつとすると，t = n + 1のときは

‖mn+1‖ ≤ β1(n+1)‖mn‖ + (1 − β1(n+1))‖gn+1‖
≤ β1(n+1)G2 + (1 − β1(n+1))G2 = G2 (10)

である．よって t ∈ {1, 2, . . . , T }において ‖mt‖ ≤ G2. これより ‖m̂t‖ ≤ G2
1−∏t+1

k=1 µk
，‖ĝt‖ ≤ G2

1−∏t
k=1 µk

であ

る．また ‖ηt‖の定ٛから ‖ηt‖ ≤ R
√

d√
t
，そして ∀x, y ∈ Rdにおいて

‖x � y‖2 =
d∑

i=1

x2
i y2

i ≤
(
max y2

i

) d∑
i=1

x2
i ≤

√√√ d∑
i=1

y4
i · ‖x‖

2 = ‖y � y‖ · ‖x‖2 (11)

5
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となる．また ‖ĝt � m̂t‖2 ≤ ‖ĝt‖2‖m̂t‖2である．よってࣜ (8)を࣍のように変ܗする．

(༩ࣜ) ≤
T∑

t=1

1 − µt

2
‖ηt‖ · ‖ĝt‖2 +

T∑
t=1

µt+1‖ηt‖ · ‖ĝt‖ · ‖m̂t‖

+

T∑
t=1

µ2
t+1 + µt+1

2(1 − µt)
‖ηt‖ · ‖m̂t‖2

≤
RG2

2

√
d

2

T∑
t=1

1 − µt√
t(1 −∏t

k=1 µk)2
+ RG2

2

√
d

T∑
t=1

µt+1√
t(1 −∏t

k=1 µk)(1 −∏t+1
k=1 µk)

+
RG2

2

√
d

2

T∑
t=1

µ2
t+1 + µt+1√

t(1 − µt)(1 −
∏t+1

k=1 µk)2
. (12)

最後にࣜʢ4ʣのӈลୈ 5߲をධՁする．

T∑
t=1

∏t
k=1 µk

2(1 − µt)
‖η−1/2

t � (wt+1 − v∗)‖2 ≤ 1
2(1 − µ1)

T∑
t=1

t∏
k=1

µk‖η−1/2
t � (wt+1 − v∗)‖2

=
1

2(1 − µ1)

T∑
t=1

d∑
i=1

t∏
k=1

µkη
−1
t,i (wt+1,i − v∗i )2

≤ D2
∞

2(1 − µ1)

T∑
t=1

d∑
i=1

µtη
−1
t,i

≤ D2
∞d

2(1 − µ1)L

T∑
t=1

µt
√

t. (13)

Ҏ্の結果をまとめて，࣍の最ऴ的なෆ౳ࣜが得られる．

RT ≤
D2
∞d

2L
+

D2
∞

2(1 − µ1)

T∑
t=2

d∑
i=1

(η−1
t,i − η−1

t−1,i) +
RG2

2

√
d

2

T∑
t=1

1 − µt√
t(1 −∏t

k=1 µk)2

+ RG2
2

√
d

T∑
t=1

µt+1√
t(1 −∏t

k=1 µk)(1 −∏t+1
k=1 µk)

+
RG2

2

√
d

2

T∑
t=1

µ2
t+1 + µt+1√

t(1 − µt)(1 −
∏t+1

k=1 µk)2

+
D2
∞d

2(1 − µ1)L

T∑
t=1

µt+1
√

t +
D2
∞d

2(1 − µ1)L

T∑
t=1

µt
√

t. (14)

�

ܥ 4. 定理 3において µt = βλ
t−1とする (0 ≤ β < 1 , 0 ≤ λ < 1)．このとき࣍のෆ౳ࣜが੒ཱする．

RT ≤
D2
∞d

2L
+

D2
∞d
√

T
2(1 − β)L +

RG2
2

√
d

2(1 − β)2 (2
√

T − 1) +
βλRG2

2

√
d

(1 − β)2(1 − λ)

+
βλRG2

2

√
d

(1 − β)3(1 − λ) +
β(1 + λ)D2

∞d
2(1 − β)(1 − λ)2L

.
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ূ໌. まͣ，ࣜ (14)のӈลୈ 1߲，ୈ 2߲を੔理する．

D2
∞d

2L
+

D2
∞

2(1 − µ1)

T∑
t=2

d∑
i=1

(η−1
t,i − η−1

t−1,i)

=
D2
∞d

2L
+

D2
∞

2(1 − β)

d∑
i=1

(η−1
T,i − η−1

1,i )

≤ D2
∞d

2L
+

D2
∞

2(1 − β)

d∑
i=1

η−1
T,i

≤ D2
∞d

2L
+

D2
∞d
√

T
2(1 − β)L . (15)

࣍にࣜ (14)のӈลୈ 3߲について，

RG2
2

√
d

2

T∑
t=1

1 − µt√
t(1 −∏t

k=1 µk)2
≤

RG2
2

√
d

2

T∑
t=1

1
√

t(1 −∏t
k=1 µk)2

≤
RG2

2

√
d

2

T∑
t=1

1
√

t(1 − µ1)2

(
∵

1
1 −∏t

k=1 µk
≤ 1

1 − µ1

)

=
RG2

2

√
d

2(1 − β)2

T∑
t=1

1
√

t

≤
RG2

2

√
d

2(1 − β)2 (2
√

T − 1). (16)

࣍にࣜ (14)のӈลୈ 4߲について，

RG2
2

√
d

T∑
t=1

µt+1√
t(1 −∏t

k=1 µk)(1 −∏t+1
k=1 µk)

≤ RG2
2

√
d

T∑
t=1

µt+1√
t(1 − µ1)2

∵
1

1 −∏t+1
k=1 µk

≤ 1
1 − µ1



=
βRG2

2

√
d

(1 − β)2

T∑
t=1

λt

√
t

≤
βRG2

2

√
d

(1 − β)2

T∑
t=1

λt

≤
βλRG2

2

√
d

(1 − β)2(1 − λ) . (17)

࣍にࣜ (14)のӈลୈ 5߲について，

RG2
2

√
d

2

T∑
t=1

µ2
t+1 + µt+1√

t(1 − µt)(1 −
∏t+1

k=1 µk)2
≤

RG2
2

√
d

2

T∑
t=1

µ2
t+1 + µt+1√
t(1 − µ1)3

(
∵

1
1 − µt

≤ 1
1 − µ1

)

≤
RG2

2

√
d

2(1 − β)3

T∑
t=1

2µt+1√
t

=
RG2

2

√
d

(1 − β)3

T∑
t=1

βλt

√
t

≤
βλRG2

2

√
d

(1 − β)3(1 − λ) . (18)
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࣍にࣜ (14)のӈลୈ 6߲，ୈ 7߲について，

D2
∞d

2(1 − µ1)L

T∑
t=1

µt+1
√

t +
D2
∞d

2(1 − µ1)L

T∑
t=1

µt
√

t ≤ D2
∞d

2(1 − µ1)L

( T∑
t=1

µt+1 · t +
T∑

t=1

µt · t
)

=
βD2
∞d

2(1 − β)L

( T∑
t=1

λt · t +
T∑

t=1

λt−1 · t
)

≤ β(1 + λ)D2
∞d

2(1 − β)(1 − λ)2L
. (19)

よってࣜ (15)からࣜ (19)をࣜ (14)に適用すると，࣍のෆ౳ࣜが得られる．

RT ≤
D2
∞d

2L
+

D2
∞d
√

T
2(1 − β)L +

RG2
2

√
d

2(1 − β)2 (2
√

T − 1) +
βλRG2

2

√
d

(1 − β)2(1 − λ)

+
βλRG2

2

√
d

(1 − β)3(1 − λ) +
β(1 + λ)D2

∞d
2(1 − β)(1 − λ)2L

. (20)

�

ܥ 4より，µtが適౰な値をとるとき RT は O(
√

T )で཈えられることがΘかる．Ώえに T → ∞のと
き，RT/T → 0にۙͮ͘．また，µt = β/t(0 ≤ β < 1)のときも RT/T → 0(T → ∞)である．

3 ਺஋࣮ݧ

本અでは，ը૾σーλを用いて本論文で提案する学習アルゴリズムとଞの学習アルゴリズムの性能
を比較する．実験の໨的は，提案するアルゴリズムは学習の初期エポックにおいてը૾にࣸる෺ମを
ਖ਼し͘ೝࣝする精度がより͘ߴ，そして学習を加଎させることができるかである．ここで精度 (୯Ґɿ
%)はશてのςεトը૾にରして，ςεトը૾にࣸる෺ମがਖ਼し͘ೝࣝされる数のׂ߹をදす．
本ڀݚでは AdaBound [5]とಉ༷のઃ定で数値実験を行う．実験に用いるネットワークϞσルとσー

ληットのରԠは࣍のදの௨りである．MNISTσーλにରしては，߃౳関数を׆性化関数とした 2

σーληット Ϟσル ૚ߏ଄

MNIST Feedforward 2૚ॱ఻೻
CIFAR-10 ResNet34 34૚৞ΈࠐΈ
CIFAR-10 DenseNet121 121૚৞ΈࠐΈ

૚ॱ఻೻ܕχϡーϥルネットワークに用いる．MNISTσーλは෼ྨ೉қ度がଞのσーλを比較して
も೉し͘ないため，γンϓルなネットワークで比較を行う．CIFAR-10σーλにରしては，ਂ૚৞Έ
Έχϡーϥルネットワークのࠐ ResNet34[2]と DenseNet121[3]を用いる．
実験に用いる学習アルゴリズムは，比較的よ͘用いられるϞーϝンλム法とAdam，NadaBoundの

もととなった AdaBoundと Nadam,そして提案手法の NadaBoundである．

(1)Ϟーϝンλム法
学習率を 0.01，Ϟーϝンλムύϥϝーλを 0.9とする．

(2)Adam
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学習率を 差定数をޡ，0.001 10−8，2छྨのࢦ数ݮਰ率の値をそれͧれ 0.9，0.999とする．

(3)AdaBound
学習率を ηt = 差定数をޡ，0.001 ε = 10−8，2छྨのࢦ数ݮਰ率の値をそれͧれ ρ1 = 0.9，ρ2 = 0.999，
α = ࠁ࣌，0.5 tで学習率の値がとり得るൣғをܾめる関数を ηl(t) = 1 − 1

(1−ρ2)t+1，ηu(t) = 1 + 1
(1−ρ2)t と

する．

(4)Nadam
MNISTσーληットの実験は学習率を ηt = 0.002，CIFAR-10の実験は学習率を ηt = 0.001とする．

またޡ差定数を ε = 10−8 ，2छྨのࢦ数ݮਰ率の値をそれͧれ µ = 0.99，β = 0.999，Ϟーϝンλム
ύϥϝーλを µt = µ(1 − 0.5 × 0.96(t/250))とする．

(5)NadaBound
MNISTσーληットの実験は学習率を ηt = 0.002，CIFAR-10の実験は学習率を ηt = 0.001とする．

またޡ差定数を ε = 10−8 ，2छྨのࢦ数ݮਰ率の値をそれͧれ µ = 0.99，β = 0.999，Ϟーϝンλム
ύϥϝーλを µt = µ(1 − 0.5 × 0.96(t/250))，α = ࠁ࣌，0.5 tで学習率の値がとり得るൣғをܾめる関数
を ηl(t) = 1 − 1

(1−ρ2)t+1，ηu(t) = 1 + 1
(1−ρ2)t とする．

֤දともฏۉ値と標準偏差は༗ޮ数ࣈ 6ܻでදす．
最初に 2૚ॱ఻೻ܕχϡーϥルネットワークによるMNISTσーληットの比較結果をΈる．学習
の最初の 9エポックで精度を比較したσーλがද 1である．また，150エポック࣌の精度の比較した
結果については精度をදすグϥϑはਤ 1a，ςεトσーλのޡ差のグϥϑはਤ 1bにまとめている．初
期 9エポックの精度のฏۉ値と標準偏差については 100回のࢼ行から算ग़している．

ද 1: ॱ఻೻ܕχϡーϥルネットワークによるMNISTσーληットの学習結果 (初期の 9エポックにおけるฏ
(値と標準偏差ۉ

߲໨ アルゴリズム エポック 1 エポック 2 エポック 3 エポック 4 エポック 5 エポック 6 エポック 7 エポック 8 エポック 9

Momentum 89.9402 90.883 91.2982 91.6782 91.6784 91.8318 91.9044 91.9694 92.0288
Adam 90.6762 91.317 91.7828 92.1018 92.2732 92.4006 92.4478 92.4828 92.5536

ฏۉ値 AdaBound 90.5398 91.6074 91.978 92.1748 92.2732 92.3082 92.3598 92.391 92.4386
Nadam 91.0898 91.897 92.2132 92.3864 92.499 92.554 92.6112 92.6398 92.659

NadaBound 91.179 92.011 92.2816 92.427 92.4866 92.513 92.5324 92.5664 92.5786
Momentum 0.11076 0.08193 0.08255 0.71409 0.08516 0.15097 0.07422 0.07836 0.1641

Adam 0.11534 0.08552 0.08099 0.07143 0.0646 0.07732 0.0808 0.0718 0.0737
標準偏差 AdaBound 0.18317 0.13452 0.17953 0.13432 0.11453 0.10693 0.10747 0.10397 0.09755

Nadam 0.33841 0.23789 0.20563 0.14069 0.12007 0.11562 0.11613 0.12633 0.10253
NadaBound 0.1108 0.19036 0.08474 0.07242 0.08817 0.07627 0.08769 0.09061 0.08117

࣍にResNet34でCIFAR-10σーληットの෼ྨを行った結果をΈる．学習の最初の 8エポックで精
度を比較した結果がද 2である．また，150エポック࣌の精度を比較したグϥϑはਤ 2a，ςεトσー
λのޡ差のグϥϑはਤ 2bにまとめている．初期 8エポックの精度のฏۉ値と標準偏差については 100
回のࢼ行から算ग़している．
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(a)ॎ࣠は精度 (%)，ԣ࣠はエポックのܦաをΈる．

(b)ॎ࣠はޡ差の値，ԣ࣠はエポックのܦաをΈる．

ਤ 1: ॱ఻೻ܕχϡーϥルネットでMNISTを 150エポック学習したときのਪҠ．

ද 2: ResNet34による CIFAR-10σーληットの学習結果 (初期の 8エポックにおけるฏۉ値と標準偏差)

߲໨ アルゴリズム エポック 1 エポック 2 エポック 3 エポック 4 エポック 5 エポック 6 エポック 7 エポック 8

Momentum 54.2002 67.7486 73.4902 76.798 79.986 81.1634 82.2946 83.583
Adam 51.746 62.6834 70.7036 75.5018 78.9872 81.3542 82.777 83.6548

ฏۉ値 AdaBound 49.9154 61.695 69.239 74.5325 76.54 79.4396 80.8868 82.4528
Nadam 45.9746 58.259 68.4632 73.9398 77.4436 79.8898 81.9932 83.4622

NadaBound 53.5402 65.8406 73.0188 77.4676 80.4962 82.6564 84.3186 85.4458
Momentum 3.015063 2.357754 2.490147 2.345702 1.479258 1.614838 1.445465 1.141825

Adam 3.64085 3.30318 2.60535 2.45696 2.09091 2.28848 1.83517 1.51996
標準偏差 AdaBound 3.988265 3.686561 2.339456 2.093196 1.857805 1.689745 1.588919 1.36749

Nadam 3.914669 5.030281 3.537677 3.088551 2.156569 2.153107 1.668854 1.715514
NadaBound 2.8803 2.68067 2.14737 1.77233 1.63726 1.53185 0.9862 0.85448

最後にDenseNet121で CIFAR-10σーληットの෼ྨを行った結果をΈる．学習の最初の 6エポッ
クで精度を比較した結果がද 3である．また，120エポック࣌の精度を比較したグϥϑはਤ 3a，ςε
トσーλのޡ差のグϥϑがਤ 3bにまとめている．初期 6エポックの精度のฏۉ値と標準偏差につい
ては 100回のࢼ行から算ग़している．
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(a)ॎ࣠は精度 (%)，ԣ࣠はエポックのܦաをΈる．

(b)ॎ࣠はޡ差の値，ԣ࣠はエポックのܦաをΈる．

ਤ 2: ResNet34で CIFAR-10を 150エポック学習したときのਪҠ．

ද 3: DenseNet121による CIFAR-10σーληットの学習結果 (初期の 6エポックにおけるฏۉ値と標準偏差)

߲໨ アルゴリズム エポック 1 エポック 2 エポック 3 エポック 4 エポック 5 エポック 6

Momentum 49.7852 63.441 69.8922 74.7414 77.6538 79.9406
Adam 52.6759 65.4319 72.8889 76.9925 79.1053 80.4247

ฏۉ値 AdaBound 52.1158 65.2138 71.5288 75.6066 78.8854 80.5911
Nadam 53.6842 66.1861 74.8537 79.296 81.7516 83.4151

NadaBound 55.5983 68.6095 75.8373 79.4268 82.2439 83.4347
Momentum 2.53328 2.3279 3.064 2.24995 1.76853 1.69707

Adam 2.69627 2.83518 3.31527 1.71659 1.86123 1.86675
標準偏差 AdaBound 3.05121 2.14528 2.30914 1.84658 1.65697 1.25202

Nadam 3.85412 4.46478 3.3341 2.30415 2.20031 1.79243
NadaBound 2.27815 1.96479 1.62435 1.61664 1.11524 0.9882

֤දから，NadaBoundはଞの手法にྼらない精度をग़し，かつ標準偏差がঃʑに小さ͘なることが
෼かる．֤ネットワークϞσルについて結果を෼析する．

2૚ॱ఻೻ܕネットワークでは֤エポックにおける精度のฏۉ値がଞの手法とಉ౳かそれҎ্の数
値をग़している．また，֤エポックの標準偏差もৼれ෯が小さ͘，NadaBoundは学習の初期から安定
してߴい精度を実現している．ResNet34では，エポックによってଞの手法より見ྼりする数値もある
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(a)ॎ࣠は精度 (%)，ԣ࣠はエポックのܦաをΈる．

(b)ॎ࣠はޡ差の値，ԣ࣠はエポックのܦաをΈる．

ਤ 3: DenseNet121で CIFAR-10を 120エポック学習したときのਪҠ．

が，े෼な加଎のޮ果をൃشしてエポック 7，エポック 8ではฏۉ値がଞよりߴいことがΘかる．標
準偏差もঃʑに小さ͘なっている．DenseNet121では֤エポックにおける精度のฏۉ値が͘ߴ標準偏
差も小さいことから，いͣれのࢼ行も安定して良い精度をߴめていると考えられる．Ҏ্から，学習
の初期ஈ֊では֤ネットワークϞσルにおおよそॱԠして，加଎による精度のߴさや安定性をอ࣋し
ているとਪଌされる．
࣍に，֤ ਤからNadaBoundとଞの手法の෼析を行う．2૚ॱ఻೻χϡーϥルネットワークではMNIST
の学習ࣗମは೉し͘なかったため，֤手法で精度のߴさにはҧいがগない．NadamとNadaBoundは，
学習の加଎を行ったため，ςεトޡ差は学習్தからա学習をҾきىこしたと考えられる．ResNet34
では，NadaBoundは学習の初期からߴい精度をҡ࣋しつつ最後まで大き͘Ϳれることな͘学習をऴ
えている．DenseNet121も ResNet34とಉ༷の結果となっている．

NadaBoundは，֤ネットワークϞσルにおいて学習後൒のエポックにおける精度のฏۉ値はଞの手
法よりಛผߴい精度を実現していない．しかし NadaBoundは学習を加଎するアルゴリズム，Nadam
とಉ༷の加଎を行っている．また，学習の初期エポックの精度に関する標準偏差が Nadamより小さ
いことから，学習の初めからNadamよりも安定していることが今回の検証から考えることができる．
安定して学習を行い，そして学習を加଎させることは，DenseNet [3]や YOLO [8]౳の学習に࣌ؒが
かかるようなෳࡶなネットワークでもॆ෼にޮ果があると考える．
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また，今回の検証で学習の初期エポックにおける精度の標準偏差が小さい結果が得られた．その
要因となったのが，学習率にクリッピング手法を適用したことではないかと考える．これはAdamと
AdaBound，NadamとNadaBoundについて精度の標準偏差を比較したことからである．学習率を動的
に変化させ，かつ制限を加えることによって，学習率が大きすぎる値や小さすぎる値となることを防
ぐため，学習が安定して進行したのではないかと考える．

4 まとめ

本論文では新たな学習アルゴリズムの NadaBoundを提案し，凸最適化問題における収束性を示し
た．また，既存の学習アルゴリズムと NadaBoundの性能を比較する計算機実験を行い，学習の初期
エポックにおいて既存の学習アルゴリズムよりも良い精度を実現するという結果が得られた．数値実
験の結果から，学習率にクリッピング手法を適用することでネットワークの学習が安定して進むと考
えられる．
今回の数値実験で見られた学習率にクリッピング手法を適用して得られた学習の安定化に関しての
数理的な解析が今後の課題である．
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